Fundamentos de Inferencia Bayesiana

Modelos jerarquicos
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Pero.. ;,Cual es el problema”

p(8|y) o< p(y|0)p(0)

Curse of dimensionality

Blessing of abstraction



INnferencia Exacta
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P(b,e,a,p,r) = P(r|p, a,e, b)lP(p|a, e, b)P(ale,b)P(e|b)P(b)
P(b,e,a,p,r) = P(rle)P(pla)P(ale,b)P(e)P(b)
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Modelos Jerarquicos

Limitaciones:
-SI tiramos 25 veces la moneda y sale 25 veces cara.. raro

...Pero con el prior de 100 y 100 que usamos obtenemaos:
p(0]25,25) = 125/225 ~ 0.56 {No tan raro!



Modelo

liIkelihood: @

pl) = () 0" /

k ~ Binomial(6, n) L

prior:
§ ~ Uniform(0,1) = Beta(1,1)

0 ~ Beta(100, 100)

posterior:
p(0|D) = Beta(k +1,n —k+ 1)
p(0|D) = Beta(k 4 100,n — k + 100)



Modelos Jerarquicos

prior debill: prior fuerte:
cargada” _ P : |
DOCO razonable ipoco flexible!

Beta(1, 1) Beta (100, 100)

Hipotesis de mas alto nivel: overhypothesis, o teoria



Modelo jerarquico

k ~ Binomial(6, n)

cargada”

p(f|no cargada) = Beta(100, 100) l

p(f|cargada) = Beta(1, 1) A

p(cargada) = 0.01

La informacion de los datos se “propaga” hacia arriba

Hacemos inferencia sobre la teoria... p(cargada|25 caras)



p(cargadal25 caras) p(25 caras|cargada)  p(cargada)

p(no cargadal25 caras)  p(25 caras|no cargada) p(no cargada)

e

p(25 caras|cargada) = /p(25 caras|f)p(f|cargada)df

p(cargadal|25 caras)  0.038  0.01
p(no cargadal|25 caras)  1.14 x 10=7 0.99

~ 3367



...No es lo mismo ver 200 tiradas de una moneda que 20 de 10

distintas...
conocimiento
fisico

0; ~ Beta(a, ) 1

moneda 1 moneda 2 moneda m

Inferencia sobre los hiperparametros..
caracterizan la poblacion de monedas



Modelos jerarquicos

p(@) ¢ — hiperparametros
p(0]0) 0 — parametros

y — datos
@5 p(y|0)

p(¢p,0) — prior conjunto Bayes:
(¢, 0ly) — posterior conjunto p(,0ly) < p(y|0)p(0|¢)p(o)

Nos pueden interesar tanto los parametros como |0s
hiperparametros para la posterior, y tanto los parametros
como los datos para la prediccion

p(0|o,y) # p(0])



Implementando inferencia exacta

1) = 0.001

1l = 1) = 0.99

1|l = 0) = 0.05

lla=1)=0.85
a=0)=0.02

llv=1)="7




Implementando inferencia exacta

pla=1|l=1) = 0.99

ladiron def p vecino ladron(v,1l):

if 1==1:
if v==1:

_ 2o P =1a)p(a|l = 1)p(l = 1)
>_112-q (v = 1la)p(all)p(l)]

def p ladron vecino(v,1l):

numerador = sum(...)
denominador = sum(...)

p(l =1jv = 1)

02020



Noisy-OR

@ pla =1l =0) = 0.05

0.99

0.05 iPueden suceder las dos!
Causa “base”
@ pla=0|l=1)=(1—-0.05) % (1 —0.99)

pla=1|l=1)=1—-(1—-0.05) % (1 —0.99)
pla=1|l =1) =0.9905

p(X = 1|Padreq, ..., Padre,) =1 — H falla;

(



Practica - jpara entregar!

Implementar inferencia exacta

0.01

= &
@ 0.3
Implementar el modelo usando Noisy-ORs
y 0.01 para codificar las probabilidades.
0.1\ / 0.05
Y o 005

o 01  Escribir cuidadosamente las probabilidades
0.2 T de cada nivel en funcion del nivel anterior.
0.7
0-5/ Inferir las probabilidades de TB y cancer
dado que los tres sintomas estan presentes.
0-30 3 ;Dénde entran los priors?

Usar un lenguaje “comun’!!l.. y, luego, WebPPL




